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Mass movements are among the most dangerous natural hazards in mountainous regions. The present 
study employs machine learning (ML) models for mass movement susceptibility mapping (MMSM) 
in Iran based on a comprehensive dataset of 864 mass movements which include debris flow, 
landslide, and rockfall during the last 42 years (1977–2019) as well as 12 conditional factors. The 
results of validation stage show that RF (random forest) is the most viable model for mass movement 
susceptibility maps. In addition, MARS (multivariate adaptive regression splines), MDA (mixture 
discriminant additive), and BRT (boosted regression trees) models also provide relatively accurate 
results. Results of the AUC for validation of produced maps were 0.968, 0.845, 0.828, and 0.765 for 
RF, MARS, MDA, and BRT, respectively. Based on MMSM generated by RF model, 32% of study 
area is identified to be under high and very high susceptibility classes. Most of the endangered areas 
for mass movement are in the west and central parts of the Chaharmahal and Bakhtiari Province. In 
addition, our findings indicate that elevation, slope angle, distance from roads, and distance from 
faults are critical factors for mass movement. Our results provide a perspective view for decision 
makers to mitigate natural hazards.
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1. Introduction

Erath’s geomorphological activities never ending completely 

(Corenblit et al., 2011). The Earth surface is formed by various 

exogenous (geological process, runoff water, glaciers movement, 

wind, and water) and endogenous (earthquake, metamorphism, 

volcanic activities, and deformation) activities (Dietrich et al., 1992;  

Murray et al., 2009). As a natural hazard processes, the 

landslides can destroy houses, agricultural lands, roads 

and rails, power networks and dams (Blaschke et al., 2000;  

Alimohammadlou et al., 2013; Kennedy et al., 2015). The 

RF is a nonparametric technique based on regression trees  

(Hawryło et al., 2018; Thanh Noi and Kappas, 2018;  

Arabameri et al., 2019b). Among different machine learning 

techniques, the RF model is one of the strongest models that it has 

made by a lot of trees (Kim et al., 2018; Gayen et al., 2019). In 

this context, Shahabi et al. (2019) stated that the RF model can 

estimate the relative importance of the factors in the best possible 

way and helps in discussing environmental management. So far, 

there has been no research comparing machine learning models in 

https://www.gsjournal.ir/article_160625.html?lang=en
https://www.gsjournal.ir/article_160625.html?lang=en
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mass movement sensitivity zoning in Chaharmahal and Bakhtiari 

province, which is one of the most prone provinces in the country 

regarding mass movements, and this research seeks to fill this 

research gap. In general, this research pursues the following 

goals: 1) Preparation of mass movement sensitivity map (rock fall, 

landslide and debris flow) based on machine learning algorithms 

in Chaharmahal and Bakhtiari provinces 2) Attempt to analyze 

A comparison of the performance of different machine learning 

(ML) algorithms for the preparation of a sensitivity map of mass 

movements 3) Identification and prioritization of various factors 

of domain instabilities in the preparation of a sensitivity map.

2. Research methodology

The investigated area includes the entire area of Chaharmahal and 

Bakhtiari province in the southwest of Iran. The province with 

an average slope of 42% is one of the roughest provinces in the 

country, this province exposure to the Zagros Tectonic Zone and 

the occurrence of erosion-susceptible rocks have exacerbated the 

erosion and led to a variety of mass movements. According to the 

presented flowchart (Fig. 2) this study in generally follow five 

main stages: 1) collecting and preparing the spatial data, 2) identify 

the conditional and effective factors on landslide event, 3) LAM 

producing based on seven used ML algorithms; 4) evaluation of 

the produced LSMs, and 5) selecting the most accurate and best 

model for LSM in Chaharmahal and Bakhtiari Province.

2.1. Modelling and mapping using ML algorithms

The RF is a nonparametric technique based on regression trees 

(Hawryło et al., 2018; Thanh Noi and Kappas, 2018; Arabameri 

et al., 2019b). Among different machine learning techniques, the 

RF model is one of the strongest models that it has made by a lot 

of trees (Kim et al., 2018; Gayen et al., 2019). As well as, this 

model has several advantage including; it is never sensitivity to 

noise, it can accept different layers with different effects and it 

appropriately identifies the importance of the layers of influence 

and shows their character (Ruppert, 2004). In this context, 

Shahabi et al. (2019) stated that the RF model can estimate the 

relative importance of the factors in the best possible way, and 

helps in discussing environmental management. In order to have 

an acceptable and accurate landslide susceptibility map in an area, 

it is important to have an accurate and good distributed sampling. 

So that, in the current research, the landslides were collected 

and recorded by extensive field surveys during 42 years (1977-

2019) using Global Position System (GPS) (Fig. 3). In present 

study, 194, 302 and 368 samples were recorded for debris flow, 

landslide and rock fall, respectively. Then based on random 

selection approach, the landslide locations were divided into two 

categories; a) 70 percent for modeling process and b) 30 percent 

for validation process. Since, the landslide events occurred by an 

interaction of different exogenous and anthropogenic factors, in 

the present study, 12 effective factors including; digital elevation 

model (DEM), slope angle, distance from roads, distance from 

the faults, drainage density, convergence index (CI), land use 

type, distance from rivers, lithology, plan curvature, topographic 

wetness index (TWI) and aspect were selected to predict landslide 

occurrence. In the present study, a 1:25,000 topographic map and 

1:100,000 geological map was used to produce and extract 12 

effective layers in Arc GIS 10.4.2. In the present study, to produce 

susceptibility maps of landslides by RF model a special package 

applied in the R software version R 3.5.3. The used packages 

were “brt”, (Achour and Pourghasemi, 2019), “fda”, “mda”  

(Ruppert, 2004), “glm” (Ghanbarian et al., 2019), “MARS” 

(Deichmann et al., 2002), “RF” (Hosseinalizadeh et al., 2019b), 

and “SVM” (Achour and Pourghasemi, 2019). The R software 

is very popular statistical software that performs best analysis 

and then drawing its analysis graphically for modeling process 

(Pertille et al., 2019; Taylor et al., 1987). The area under the curve 

(AUC) is one of the best and most popular methods for model 

evaluation in machine learning approach (Merow et al., 2013; 

Pourghasemi et al., 2017). In present study, based on the 30 % 

of the landslide samples the produced susceptibility maps were 

evaluated.

3. Results

As mentioned in methodology section in the present study, the 

AUC value was used to evaluate seven used ML models, the RF 

can predict the mass movement locations by variable factors much 

better than other models. Based of seven used ML models the low 

class of landslide susceptibility covered between 12% and 38% 

of the study area. In addition, the area covered by moderate class 

is between 27% and 37%. Also, for high class the covered area 

by seven models is between 20% and 37% of study area. Finally, 

the covered area by very high class based on seven ML models is 

between 12% and 18%. However, the class of high and very high 

in RF model cover 20% (3233.3 km2) and 12% (1908.78 km2) of 

the Chaharmahal and Bakhtiari Province, respectively.

4. Discussion and Conclusion

In present study, the random forest algorithm (RF) has used in order 

to determination of the best factor influencing on mass movement 

events. In many studies have been used random forest to compare 

factors, and have obtained favorable results (Amiri et al., 2019; 

Chen et al., 2017b; Rahmati and Pourghasemi, 2016).  

According to the random forest algorithm, the digital elevation 

model (DEM) and slope were the most influential factor. In 

addition, distance from the roads and distance from the faults 
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are in the next priority of importance. Generally, the causes of 

mass movements are divided into two main categories including 

preparatory and triggering casual factors (Popescu, 1994). Based 

on the most accurate model (RF), 38% and 30% of the study area 

are located in low and moderate classes of landslide susceptibility. 

The safe areas are mostly located in eastern and southern parts 

of study area. Our findings show that machine learning models 

have a very good ability for landslide mapping of mountainous 

areas. However, these models need good and accurate observed or 

recorded data and conditional factors.
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مقاله پژوهشي

حرکات  به  حساسیت پذیری  نقشه  تهیه  در  ماشین  یادگیری  مدل های  از  برخی  کارایی  مقایسه 
توده ای )مطالعه موردی: استان چهارمحال و بختیاری(

سیدنعیم امامی1* و صالح یوسفی1

1 مرکز تحقیقات و آموزش کشاورزی ومنابع طبیعی استان چهارمحال و بختیاری، سازمان تحقیقات، آموزش و ترویج کشاورزی، شهرکرد، ایران

1- پیش نوشتار
حرکات توده ای فرایندهای زمین ریخت شناسی فعال در سطح زمین تلقی می شوند 
در  و   )Corenblit et al., 2011; Dietrich et al., 1992; Murray et al., 2009(
هستند  انسان ها  مال  و  جان  تهدیدکننده  طبیعی  مخاطرات  خطرناک ترین   زمره 
)Chaytor et al., 2007(. افزون بر این نقش قابل ملاحظه ای در تکامل زمین ریخت ها 
 Moeyersons et al., 2008;( می کنند  ایفا  سرزمینی  و  طبیعی  چشم اندازهای   و 
تاثیرات  انسانی  فعالیت های  بر  ناپایداری های دامنه ای  Fort et al., 2009(. همچنین 

قابل توجهی برجای می گذارند )Yamada et al., 2012(. حرکات توده ای می توانند 
خانه ها، زمین های کشاورزی، جاده ها و ریل ها، شبکه های برق و سدها را ویران کنند 
.)Blaschke et al., 2000; Kennedy et al., 2015; Alimohammadlou et al., 2013( 

به  یا  و  ریزش سنگ(  و  )لغزش  زیاد  سرعت  با  است  ممکن  دامنه ای  ناپایداری 
Wenzel, 2019; Tiranti and Cremonini 2019;( دهد  رخ  خزش(   (  آهستگی 

چند  مقیاس  در  است  ممکن  نظر وسعت،  از  لغزش ها  زمین   .)Santos et al., 2020

 .)Mastere, 2020; Santos et al., 2020( متر مربع تا چندین کیلومتر مربع رخ دهند
این ناپایداری ها در هر منطقه براساس نوع حرکت و جنس مصالح طبقه بندی می شوند 

)Santos et al., 2020(. روش های متنوع تجربی و ریاضی جهت ارزیابی حساسیت به 
زمین لغزش ابداع شده که در این بین روش های یادگیری ماشین، به ویژه روش جنگل 
درخت واره ها  بر  مبتنی  مدل های  قوی ترین  از  یکی   (Random Forest) RF تصادفی 
می باشد )Kim et al., 2018; Gayen et al., 2019(. روش RF یک روش ناپارامتریک 
 .)Hawryło et al., 2018; Arabameri et al., 2019 a,b( مبتنی بر درخت رگرسیون است 
توانایی  مزاحم،  عوامل  به  حساسیت  عدم  همچون  برجسته ای  مزایای  مدل  این 
دارا  را  هرلایه  ممتاز  اهمیت  و  اولویت  تعیین  و  متفاوت  لایه های  مدیریت  و   پذیرش 
است )Ruppert, 2004(. شهابی )Shahabi et al., 2019( تصریح کرده است که مدل 
RF می تواند اهمیت نسبی عوامل موثر را به بهترین نحو ممکن تخمین بزند و به مدیریت 

محیطی و سرزمینی کمک کند.
پهنه بندی  در  ماشین  یادگیری  مدل های  مقایسه  بر  مبنی  پژوهشی  هیچ  تاکنون        
از مستعدترین  حساسیت حرکات توده ای در استان چهارمحال و بختیاری که یکی 
استان های کشور در خصوص حرکات توده ای می باشد، صورت نگرفته است و این 
اهداف  پژوهش  این  به طور کلی  است.  تحقیقاتی  این خلا  پرکردن  پی  پژوهش در 

www.gsjournal.ir :پيوند صفحه نخست
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کلیدواژه ها:
زمین لغزش

هوش مصنوعی
پهنه بندی

)RF( جنگل تصادفی

یادگیری  مدل های  از  حاضر  پژوهش  می روند.  شمار  به  کوهستانی  مناطق  در  طبیعی  حوادث  خطرناک ترین  زمره  در  تود ه ای  حرکات 
پایه مجموعه  بر  این مدل ها  استفاده می کند.  استان چهارمحال و بختیاری  به حرکات توده ای در  نقشه حساسیت  تهیه  برای    )ML(ماشین
اطلاعات جامع 864 حرکت توده ای شامل جریان واریزه، زمین لغزش و ریزش سنگ در طول 42 سال گذشته )1356تا1397 خورشیدی( 
نشان می دهدکه  اعتبارسنجی  نتایج  قرارگرفته اند.  اعتبارسنجی  و  بررسی،  آزمون  این حرکات، مورد  موثر در رخداد  و همچنین 12 عامل 
براین،  افزون  است.  توده ای  حرکات  به  حساسیت  نقشه های  تهیه  برای  مدل  مناسب ترین  تصادفی  جنگل   )Random Forest) RFروش
 BRT و   (Multivariate Adaptive Regression Splines) MARS ،(Mixture Discriminant Additive) MDA  روش های 
 ،RFروش های اعتبارسنجی  برای   )AUC( منحنی  زیر  سطح  نتایج  داده اند.  ارائه  دقیقی  نسبتاً  نتایج  نیز   (Boosted Regression Trees) 

MARS،MDA و BRT به ترتیب 0/968، 0/845، 0/828، و 0/765 است. برپایه نقشه حساسیت به حرکات توده ای تولید شده توسط مدل 

RF، 32 درصد از سطح استان در کلاس های حساسیت بالا و بسیار بالا شناسایی شده است. بیشتر مناطق در معرض خطر حرکات توده ای 

در باختر و مرکز استان چهارمحال و بختیاری واقع هستند. افزون براین، یافته های این پژوهش نشان می دهدکه ارتفاع، زاویه شیب، فاصله 
از جاده ها و فاصله ازگسل ها عوامل بحرانی در وقوع حرکات توده  ای هستند. نتایج این پژوهش رهیافتی را برای کاهش خسارات ناشی از 

خطرات طبیعی ارائه می کند.

چكیدهاطلاعات مقاله 
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زیر را دنبال می کند: 1( تهیه نقشه حساسیت پذیری حرکات توده ای )ریزش سنگ، 
استان  در  ماشینی  یادگیری  الگوریتم های  براساس  واریزه(  جریان  و  زمین لغزش 
چهارمحال و بختیاری؛ 2( تلاش برای تجزیه و تحلیل مقایسه ای در مورد عملکرد 
تهیه  جهت   (Machine Learning) ML ماشین  یادگیری  مختلف  الگوریتم های 
نقشه حساسیت پذیری حرکات توده ای؛ 3( شناسایی و اولویت بندی عوامل مختلف 

ناپایداری های دامنه ای در تهیه نقشه حساسیت پذیری. 
     از آن جایی که حرکات توده ای به  ویژه برای مناطق کوهستانی خطرات بالقوه ای 
به شمار می روند، فرمول بندی نقشه حساسیت به این حرکات یک ابزار کلیدی برای 

تصمیم گیرندگان در مقیاس منطقه ای و استانی است.

2- مواد و روش ها
2-1 - منطقه مورد مطالعه

جنوب  در  بختیاری  و  چهارمحال  استان  مساحت  کل  شامل  بررسی  مورد  محدوده  
باختر ایران است )شکل1(. این استان در امتداد رشته کوه زاگرس با ارتفاع متوسط 
2153 متر بالاتر از سطح دریا واقع شده است. کمینه و بیشینه ارتفاع استان به ترتیب 
778 متر و 4203 متر است. استان چهارمحال و بختیاری به وسعت 16533 کیلومتر 
مربع، یک درصد مساحت کل کشور را دربر می گیرد و جمعیت آن حدود 947000  

سامان، فارسان،  شهرکرد،  )اردل،بروجن،  شهرستان   11 شامل  استان  این  است.   نفر 
بن، لردگان، کیار، کوهرنگ، خانمیرزا و فلارد( است. 

مورد  منطقه  اقلیمی  و شرایط  توپوگرافی  به ویژگی های زمین شناسی،  توجه  با       
این  در  زلزله  و  توده ای  حرکات  سیل،  جمله  از  طبیعی  مخاطرات  انواع  مطالعه، 
سالانه  بارندگی  با  درصد   42 متوسط  شیب  دارای  استان  این  است.  متداول  استان 
باختری شمال  بخش  در  میلی متر   3079 تا  خاوری  بخش  در  میلی متر   162  از 

است )حقیقیان و همکاران، 2020(. منطقه مورد مطالعه در پهنه زمین ساختی زاگرس 
قرارگرفته و به لحاظ ویژگی های منحصر به فرد سنگ شناختی و زمین ساختی مستعد 

انواع حرکات توده ای می باشد.

2-2 - روش پژوهش
انجام  به  مرحله   5 در  پژوهش  این  ارائه شده،  زیر  نمودار جریانی  در  همان طور که 
داده های مکانی؛2( شناسایی  و آماده سازی  رسیده است )شکل 2(: 1( جمع آوری 
به حرکات  نقشه حساسیت پذیری  تولید   )3 توده ای؛  بر وقوع حرکات  موثر  عوامل 
توده ای بر اساس چهار الگوریتم یادگیری ماشین )ML(؛ 4( ارزیابی نقشه های تهیه 
شده در الگوریتم های مختلف و 5( انتخاب دقیق ترین و بهترین مدل برای تهیه نقشه 

حساسیت پذیری حرکات توده ای در استان چهارمحال و بختیاری.

شکل1- موقعیت جغرافیایی استان چهارمحال و بختیاری.

Figure 1. Geographical location of the study area  

(Chaharmahal and Bakhtiari Province).

شکل2- نمودار جریانی )Flowchart( روش پژوهش. 

Figure 2. Flowchart of the methodology in present study.
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2-3 - جمع آوری و آماده سازی داده های مكانی
به منظور تولید یک نقشه دقیق از حساسیت پذیری به حرکات توده ای در منطقه مورد 
با  واریزه، زمین لغزش و ریزش سنگ  این حرکات شامل جریان  از  نوع  مطالعه، سه 
منابع طبیعی وآبخیزداری  اداره کل  از تفسیر عکس های هوایی، گزارشات  استفاده 
بازدیدهای  و   )1398 تا   1356( اخیر  سال   42 توده ای  حرکات  به  مربوط  استان 
مورد   194 پایه،  براین  )شکل3(.  شد  ثبت  و  گردآوری  صحرایی  دقیق  و  گسترده 
بر  شد.  ثبت  ریزش سنگ  مورد   368 و  زمین لغزش  مورد   302 واریزه،  جریان 
اساس بانک اطلاعات ثبت شده حداقل، حداکثر و میانگین مساحت تحت پوشش 
اساس  بر  است.  مربع  متر   642 و   17930  ،394 شده  ثبت  توده ای  حرکات  وقایع 
و   )Pourghasemi et al., 2017( همکاران  و  پورقاسمی  تصادفی  انتخاب   رویکرد 
طالب و همکاران )Taalab et al., 2018( تعداد نقاط مکانی حرکات توده ای به دو 
دسته شامل 70 درصد نقاط برای فرایند مدل سازی و 30 درصد برای مرحله اعتبارسنجی 
توده ای  از آن جایی که وقوع حرکات  قرار گرفتند.  تحلیل  و  تجزیه  مورد  و  تقسیم 
حاصل برهمکنش عوامل مختلف برون زا و انسان ساخته هستند، 12 عامل موثر شامل 

ارتفاع، زاویه شیب، فاصله از جاده، فاصله از گسل، تراکم زهکشی، شاخص همگرایی 
)CI(، پوشش زمین، فاصله از رودخانه ها، سنگ شناسی، انحنای پلان، شاخص رطوبت 
توپوگرافی )TWI( و جهت شیب برای پیش بینی وقوع حرکات توده ای انتخاب شدند. 
از نقشه های توپوگرافی و   ArcGIS 10.4.2 برای تولید و استخراج 12 لایه موثر در 
است  یادآوری  به  استفاده شد. لازم  و 1:100000  مقیاس 1:25000  در  زمین شناسی 
پایه  نقشه های  دقیق ترین  و  جدیدترین  عنوان  به   1:25000 توپوگرافی  نقشه های  که 
توپوگرافی بوده که براساس عکس های هوایی 1:40000 تهیه شده اند و دارای دقت 
مکانی بسیار بالایی هستند. پس از تهیه این نقشه پایه و با هدف تدقیق و به روزرسانی 
عوارض نوزمین شناختی به ویژه حرکات توده ای از تصاویر ماهواره ای جدید از جمله 
Aster استفاده شد. افزون براین، نقشه پوشش زمین بر اساس تصاویر Sentinel-2 برای 

سال 2018 توسط روش ماشین بردار پشتیبان )SVM( و با دقت کلی 86 درصد تولید 
شد )Yousefi, 2016(. جدول 1 منابع، مقیاس، نوع و وضوح عوامل احتمالی که برای 

فرایند مدل سازی ML استفاده شده است را نشان می دهد. 

شکل3- پراکنش حرکات توده ای 42ساله )13567 تا 1398( استان چهار محال و بختیاری و تصاویری از نمونه این حرکات.

Figure 3. Distribution of the recorded landslide samples during 42 years (19772019-) in study area.
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جدول1- اطلاعات تکمیلی از عوامل مشروط حرکات توده ای.

Table1. Additional information on conditional factors of mass movements.

سال تولیدمنبعاندازه پیكسل)متر(نوعمقیاسعامل

1356نقشه توپوگرافی20رستر1:25000ارتفاع

1356نقشه توپوگرافی20رستر1:25000جهت شیب

TWI1:250001356نقشه توپوگرافی20رستر

1356نقشه توپوگرافی20رستر1:25000شیب

1356نقشه توپوگرافی20رستر1:25000منحنی سطح

1356نقشه توپوگرافی20رستر1:25000شاخص همگرایی

1356نقشه توپوگرافی20رستر1:25000فاصله از رودخانه

1356نقشه توپوگرافی20رستر1:25000تراکم زهکشی

20رستر1:25000فاصله از جاده
نقشه توپوگرافی + 
تصاویر ماهواره ای

1397

20وکتور1:50000کاربری اراضی
تصاویر ماهواره ای 

سنتینل-2
1397

1371نقشه زمین شناسی20وکتور1:50000سنگ شناسی

1371نقشه زمین شناسی20رستر1:100000فاصله از گسل

2-4 - شناسایی عوامل مشروط و موثر بر خطر وقوع حرکات توده ای
بلاشک  و  فیضی زاده  )Brenning, 2005(؛  برنینگ  پیشین  مطالعات  اساس   بر 
 )Ahmed and Dewan, 2017( ؛ احمد و دوان)Feizizadeh and Blaschke, 2012(
و شیرزادی و همکاران )Shirzadi et al., 2017( روشن است که تعامل و هم افزایی 
حاضر،  مطالعه  در  می کند.  کمک  توده ای  حرکات  تشدید  به  توپوگرافی  عوامل 
بر اساس  انحنای پلان  TWI )شاخص رطوبت توپوگرافی(، شیب و  ارتفاع، جهت، 
مدل  و  ایجاد  متر   20 فضایی  تفکیک  با   1:25000 مقیاس  در  توپوگرافی  نقشه های 
رقومی ارتفاع )DEM( تولید شد )شکل A -E - 4(. بارندگی نیز یک عامل هم افزایی 
برای وقوع حرکات توده ای است. با توجه به این که استان چهارمحال و بختیاری یک 
منطقه کوهستانی است و در این مناطق )در مقیاس استان( بارش سالانه با ارتفاع رابطه 
مستقیم دارد از لایه بارش استفاده نشد. در مطالعه حاضر، بانک اطلاعاتی ازحرکات 

توده ای که در چهار دهه گذشته رخ داده است، جمع آوری شد. همچنین، شاخص 
همگرایی )CI( به عنوان یک عامل مبتنی بر زمین برای استان چهارمحال و بختیاری 
ایجاد شد )شکل F- 4 (.       نشان دهنده ساختار برجسته ای است که حاصل واگرایی یا 
همگرایی لایه هاست. افزون بر این، شبکه ای از آبراهه ها و جاده ها براساس نقشه های 
تراکم  رودخانه،  از  فاصله  شامل  رستری  لایه های  و  استخراج  توپوگرافی1:25000 
زهکشی و فاصله از جاده ها در ArcGIS 10.4.2 تولید شد )شکل G -I -4(. تصاویر 
OLI Landsat در 15 ژوئن 2018 برای  تهیه نقشه پوشش زمین بر اساس طبقه بندی 

الگوریتم ماشین بردار پشتیبان استفاده شد )شکل J- 4(. فاصله از گسل ها و واحدهای 
زمین شناسی  سازمان  مقیاس 1:100000  در  زمین شناسی  نقشه  از یک  سنگ شناسی 

.)K ،L- 4 ایران اقتباس گردید )شکل

CI
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 شکل4- لایه های مورداستفاده برای منطقه مورد مطالعه: A( ارتفاع؛ B( جهت شیب؛ TWI )C؛ D( شیب؛ E( انحنای پلان؛ F( شاخص همگرایی؛ G( فاصله از رودخانه؛ 
H( تراکم زهکشی؛ I( فاصله از جاده؛ J( کاربری اراضی؛ K( سنگ شناسی و فاصله از گسل.

Figure 4. Conditional layers for the study area: A) DEM; B) Aspect; C) TWI; D) Slope; E) Plan curvature; F) Convergence index; G) Distance 

from the river; H) Drainage density; I) Distance from the road; J) Land use; K) Lithology and L) Distance from fault.
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ادامه شکل4- 
Figure 4. Continue.
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)ML( 2-5- مدل سازی و تهیه نقشه با استفاده از الگوریتم های یادگیری ماشین
 )BRT( درخت رگرسیون تقویت شده: مدل درخت رگرسیون تقویت شده -
با روش های  )Elith et al., 2008( و معمولاً  بالا است  با کارایی  یک مدل ترکیبی 
مبتنی بر ساختار درختی کار می کند. بنابراین، این مدل دارای بالاترین توان پیشگویی 
در مورد عوامل مستقلی است که بیشترین تاثیر را بر عوامل وابسته دارند. افزون براین، 

.)Youssef, 2016( می تواند داده های مفقود شده را مدیریت کند BRT مدل
با  مدل ها  بین  می تواند  که  است  این   BRT مدل  مزایای  از  دیگر  یکی       
 Friedman et al., 2000; Ruppert,  2004( کند  ایجاد  تعادل  آنها   عملکرد 
به   BRT مدل  عملکرد  طورکلی،  به   .(Achour and Popurghasemi, 2019

همچنین  و  مدل  در  استفاده شده  درختان  تعداد  مانند  دارد،  بستگی  مختلفی  عوامل 
دارد بهتری  عملکرد  درمدل،  بیشتر  درختان  تعداد  مختلف  درختان   ترکیب 

.(( Reineking and Schröder, 2006

- آنالیز تشخیص مخلوط: آنالیز تشخیص مخلوط )MDA( به عنوان یک روش 
طبقه بندی توسط هستی و طیب شیرانی )Hastiei and Tibshirani, 1996( ارائه شد. 
در این الگوریتم، تخمین دانسیته برای هر کلاس بر اساس مخلوط های گاوسی است 
تخمین  را  اصلی  پارامترهای  انتظار،  حداکثرسازی  اساساً   .)Kalantar et al., 2019(
از  مخلوطی  از  استفاده  با  فرایند  این  و  می کند  پیش بینی  را  مولفه ها  تعداد  و  زده 
.)Ju et al., 2003( به دست می آورد  برای هر کلاس  را  برازش های محلی   گاوسی 

غیرخطی  یا  عادی  غیر  رابطه  با  مدل سازی ها  برای  کاربردی  تکنیک  یک   MDA

است  گروه  هر  در  پنهان  کلاس های  زیر  تعیین  یا  طبقه بندی  دقت  بهبود   برای 
یک   MDA بنابراین،   .)Hosseinalizadeh et al., 2019b; Kalantar et al., 2019(
خوبی  به  پیچیده  روابط  برای  می رود  انتظار  که  است  ناپارامتریک  طبقه بندی  مدل 

کارایی داشته باشد.
بر  مبتنی  ناپارامتریک  روش  یک   )RF( تصادفی  جنگل  تصادفی:  جنگل   -
 Hawrylo et al., 2018; Thanh Noi and Kappas, 2018;( درخت رگرسیون است
RF در میان روش  های مختلف یادگیری ماشین، مدل .)Arabameri et al., 2019b

تعداد زیادی درخت واره ساخته شده  از قوی ترین مدل هایی است که توسط  یکی 
از  این مدل دارای چندین مزیت   .)Kim et al., 2018; Gayen et al., 2019( است
جمله عدم حساسیت به نویز، قابلیت پذیرش لایه های مختلف با افکت های متفاوت و 
شناسایی اهمیت لایه های تاثیرگذار و ویژگی آن ها است )Ruppert, 2004(. شهابی 
و همکاران )Shahabi et al., 2019( اشاره کردند که مدل RF می تواند اهمیت نسبی 
عوامل را به بهترین شکل ممکن تخمین بزند و به مدیریت محیطی کمک کند. در 
 1000 = »ntree« 3 و = »mtry«  :عبارتند از RF مطالعه حاضر، شاخص های اصلی مدل

و نرخ خطا 16/31٪ می باشد.
تطبیقی  رگرسیون  خطوط  متغیره:  چند  تطبیقی  رگرسیون  خطوط   -
است  رگرسیون  بر  مبتنی  مدل های  کیفیت ترین  با  از  یکی   )MARS( متغیره  چند 
پیش بینی کند را  مستقل  عوامل  بین  غیر خطی  و  روابط خطی  اساس  بر  می تواند   و 

پیش بینی  برای  خوبی  بسیار  انعطاف پذیری  از  مدل  این   .(Gu and Wahba, 1991)

و  است  برخوردار  مستقل  ورودی  متغیرهای  به  وابسته  متغیر  اساس  بر  رویداد  یک 
است  وابسته  متغیر  بر  مستقل  متغیرهای  مجموعه  تاثیر  دقیق  تعیین  آن  اصلی   هدف 
از  یکی   .)Adnan et al., 2019; Gayen et al., 2019; Zabihi et al., 2019(
وابسته  متغیرهای  بین  رابطه عملکردی  این است که   MARS ویژگی های مهم مدل 
به  را  تاثیر آن ها  به طوری که  تعریف کرده  از ضرایب  ای  با مجموعه  را  و مستقل 
دلیل،  همین  به   .)Busto Serrano et al., 2020( می کند  محاسبه  جداگانه  طور 
فواصل  با  را  اساسی  توابع  که  می شود  شناخته  روشی  عنوان  به   MARS الگوریتم 
Deichmann et al., 2002;( می کند  تعریف  مستقل  متغیرهای  از  متفاوت   زمانی 

دارای   MARS مدل ها،  دیگر  مشابه   .)Lazarus and Constantine, 2013

همبستگی  به  نسبت  خاص  حساسیت  آن  به  که  است  اساسی  ویژگی  یک 

پیشین  مطالعه  چندین  در   .)Deichmann et al., 2002( می گویند   متغیرها 
 Corte-Real et al., 1995; Hjort and Luoto, 2013; Bui et al., 2018;( 
Al-Sudani et al., 2019( از مدل MARS در مدل های متنوع ژئوفیزیک، اقلیم شناسی، 

محیط زیست و ژئومورفولوژی استفاده شده است.

2-6- بسته های آماری R مورد استفاده برای فرایند مدل سازی
توسط  توده ای  حرکات  حساسیت پذیری  نقشه های  تهیه  برای  حاضر،  مطالعه  در 
 مدل های BRT ،MARS ،MDA و RF، برخی بسته های خاص در نرم افزار R نسخه
(Achour and pourghasemi, 2019) «brt« استفاده شدند. این بسته ها شامل R 3.5.3 

و  (Ruppert, 2004) «MDA» ،(Deichmann et al., 2002) «MARS« 

»Hosseinalizadeh et al., 2019a) «RF( می باشند. نرم افزار R یک نرم افزار آماری 

بسیار محبوب است که بهترین تحلیل را انجام می دهد و سپس تجزیه و تحلیل آن 
Taylor et al., 1987;( را به صورت گرافیکی برای فرایند مدل سازی رسم می کند 

.)Pertille et al., 2019

2-7 - اهمیت متغیرها
 ،)LASSO( در پژوهش حاضر با استفاده از عملگر شکست و انتخاب حداقل مطلق
گسل ها،  از  فاصله  جاده ها،  از  فاصله  شیب،  زاویه  )ارتفاع،  مستقل  عوامل  اهمیت 
انحنای  سنگ شناسی،  رودخانه ها،  از  فاصله  زمین،  پوشش   ،CI زهکشی،  تراکم 
قرارگرفت  توده ای مورد تجزیه و تحلیل  نما( در پیش بینی حرکات  و   TWI  پلان، 
انتخاب  که  است  رگرسیون  بر  مبتنی  روش  )LASSO .)Simon et al., 2013 یک 
ارائه  بار  اولین  برای  و  ماشین  یادگیری  مدل های  در  را  متغیرها  مجدد  ساماندهی  و 
.)Santosa and Symes, 1986( است  شده  معرفی  ژئوفیزیک  مطالعات  در  و   داده 

یادگیری  مدل های  از  گسترده ای  طیف  برای  ساده  بسط یافته  روش  یک   LASSO

ماشین است )Ruppert, 2004(. افزون بر این، استفاده از پنالتی، این روش بر مقدار 
.)Lee et al., 2015( ضرایب رگرسیون تاثیر می گذارد

2-8 - فرایند ارزیابی مدل ها
روش  شد.  انجام  مدل  چهار  هر  برای  ارزیابی  فرایند  مدل،  دقیق ترین  شناسایی  برای 
اندازه گیری ناحیه زیر منحنی )AUC( یکی از بهترین و متداول ترین روش ها برای ارزیابی 
 Merow et al., 2013; Pourghasemi et al., 2017;( است  ماشین  یادگیری  مدل های 
Pourghasemi et al., 2020b(. در مطالعه حاضر بر اساس 30 درصد نمونه ها، نقشه های 

Achour and Pourghasemi 2019;( قرارگرفت  ارزیابی  مورد  شده  تولید   حساسیت 
Rahmati et al., 2019a;  Pourtaghi et al., 2015(. افزون براین ، ضرایب حساسیت، 

شد  محاسبه  استفاده  مورد   ML مدل  چهار  اعتبارسنجی  مرحله  برای  صحت  و   دقت 
.)Parker, 2001 ;et al., 2011 Visa; Deng et al., 2016 (

3- نتایج
3-1 - آزمون هم خطی

به منظور حصول اطمینان از عدم تاثیر و همبستگی عوامل موثر بر فرایند مدل سازی حرکات 
توده ای، از آزمون چند خطی استفاده شد. آزمون همبستگی پیرسون نشان می دهد که 
هیچ همبستگی معنی داری بین عوامل انتخاب شده مستقل وجود ندارد، بنابراین نقشه 
حساسیت پذیری حرکات توده ای دقیق تری به دست می آید )شکل 5(. افزون بر این، نتایج 
نشان دهنده همبستگی مثبت بسیار قوی )0/51( بین ارتفاع و فاصله از جاده می باشد. با این 
حال، همبستگی بین فاکتورهای شیب و TWI به شدت منفی )0/44( است. به طور کلی، 
نتایج حاصل از همبستگی خطی نشان می دهد که ضرایب همبستگی برای همه 12 عامل 

استفاده شده کمتر از 0/5 بوده و بین آنها همبستگی معنی داری وجود ندارد.
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شکل5- آزمون همبستگی پیرسون برای 12 عامل مورد استفاده.

Figure 5. Pearson correlation test for 12 effective factors.

3-2 - اهمیت متغیرها
بر  است.  انجام شده   LASSO مدل  از  استفاده  با  متغیرها  اهمیت  پژوهش حاضر  در 
اساس تجزیه و تحلیل LASSO )شکل 6(، لایه های ارتفاعی و شیب بیشترین اهمیت 
را برای پیش بینی حرکات توده ای دارند. افزون بر این، فاصله از جاده ها و فاصله از 
گسل ها در اولویت بعدی مدل سازی حرکات توده ای هستند. از سوی دیگر، جهت 
شیب، TWI، انحنای سطح و سنگ شناسی عواملی هستند که نقش چندان مهمی در 
وقوع حرکات توده ای در منطقه مورد مطالعه ندارند. نتایج میانگین کاهش دقت با 
استفاده از مدل RF این نکته را تایید کرد که ارتفاع مهمترین عامل حرکات توده ای 
است در حالی که فاصله از گسل ها، شیب و فاصله از جاده ها در رتبه های بعدی قرار 

دارند )شکل 7(.

3-3 - نقشه های حساسیت پذیری حرکات توده ای
به  توجه  با  توده ای  حرکات  حساسیت  نقشه  بهتر  درک  برای  حاضر  پژوهش  در 
کلاس  چهار  به  مدل  چهار   ،ArcGIS 10.4.2 در   )NB( شکست  طبیعی  الگوریتم 
  Lai and Khan, 2012;( شدند  طبقه بندی  زیاد  بسیار  و  زیاد،  متوسط،  کم،   شامل 
پتانسیل  با  مناطق  شناسایی  به  طبقه بندی  نوع  این   .)Pourghasemi et al., 2019a

 8 شکل  می کند.  کمک  بختیاری  و  چهارمحال  استان  در  بالاتر  توده ای  حرکات 
نقشه های حساسیت حرکات توده ای تهیه شده از چهار مدل ML را نشان می دهد. به 
طورکلی، نقشه های تولید شده در این پژوهش نشان می دهد که حرکات توده ای 
نشان می دهند  تولید شده  نقشه های  بالقوه در منطقه مورد مطالعه است.  یک خطر 
که بخش مرکزی و باختری استان در طبقات بالا و بسیار بالای خطر قرار دارند در 
حالی که بخش های جنوبی و خاوری استان درکلاس های خطر کم و متوسط واقع 
استفاده  ماشینی  یادگیری  مدل  چهار  اساس  بر  که  نشان می دهد   9 شده اند. شکل 
و  چهارمحال  )استان  مطالعه  مورد  منطقه  مساحت  از  درصد   38 تا   12 بین  شده، 
است.  قرارگرفته  توده ای  حرکات  به  نسبت  حساسیت  پایین  کلاس  در  بختیاری( 
افزون براین، منطقه تحت پوشش طبقه متوسط بین 27 و37 درصد مساحت منطقه 
رده خطر  در  استان  درصد سطح   37 تا   20 بین  ترتیب  همین  به  برمی گیرد.  در  را 
مدل  براساس  است.  قرارگرفته  بالا  بسیار  خطر  رده  در  درصد   18 تا   12 و  بالا 
 3233/3 )معادل  درصد  ترتیب20  به  بالا  خیلی  و  بالا  خطر  با  کلاس های   ،RF

مورد  منطقه  سطح  از  مربع(  کیلومتر   1908/78 )معادل  درصد   12 و  کیلومترمربع( 
مطالعه را در برمی گیرد. 
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شکل6- تجزیه و تحلیل LASSO از اهمیت لایه های پیش بینی.

Figure 6. LASSO analysis from importance of prediction layers.

.RF شکل7- نتایج اهمیت متغیرها بااستفاده از مدل

Figure 7. Results of importance of variables using RF model.
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شکل 8- نقشه حساسیت پذیری استان چهارمحال وبختیاری به حرکات توده ای.

Figure 8. Landslide susceptibility maps in the Chaharmahal and Bakhtiari province. (a: BRT, b: MARD, c: MDA, d: RF).

.)ML( شکل9- توزیع حساسیت  به حرکات توده ای در منطقه مورد مطالعه توسط چهار مدل یادگیری ماشینی

Figure 9. Distribution of the landslide susceptibility in study area by seven used 

ML models.
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3-4 - مقایسه و عملكرد مدل ها
همانطورکه در بخش روش پژوهش بیان شد، برای مقایسه کارایی مدل ها مساحت 
زیر منحنی )AUC(، دقت، صحت و مقادیر ضرایب صحت برای ارزیابی چهار مدل 
در   RF مدل  است،  شده  داده  نشان   2 جدول  در  که  طور  همان  شد.  استفاده   ML

بهترین  توده ای  حرکات  مدل سازی  برای  ماشین  یادگیری  الگوریتم های  دیگر  بین 
با  را  توده ای  حرکات  مکان های  می تواند   RF که  معناست  بدان  این  است.  مدل 

مدل های این،  بر  افزون  کند.  پیش بینی  دیگر  مدل های  از  بهتر  بسیار  متغیر،   عوامل 
براساس  می گیرند.  قرار  بعدی  رتبه های  در  ترتیب  به   BRT و   MARS ،MDA

برای  نیز   BRT و   MARS ،MDA صحت،  و  دقت  حساسیت،   ،AUC مقادیر 
 پیش بینی حرکات توده ای مناسب هستند. در مقابل مدل BRT کمترین دقت را دارا 

می باشد )جدول 2 و شکل10(.

 Asymptotic 95%

confidence interval Asymptotic

significant

AccuracySpecificitySensitivity Standard

error

AreaModels

 Upper

bound

 Lower

bound

0/98210/9540/0000/92840/93020/92660/0070/968RF

0/08630/7930.00000.74850.75580.74120.0180.828MDA

0/8790/08120.00000.76100.76740.76060.0170.845MARS

0/8060/7240.00000.70600.73640.67570.0210.765BRT

شکل10- نتایج ROC برای مدل های یادگیری ماشین جهت تهیه نقشه حساسیت پذیری حرکات توده ای.

Figure 10. The ROC results for mass movement susceptibility mapping models.

.)AUC( جدول2- نتایج محاسبه مساحت زیر منحنی

Table 2. Calculation results of the area under the curve (AUC).
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4- بحث
بختیاری  و  چهارمحال  استان  در  توده ای  حرکات  از  مورد   800 از  بیش  تاکنون 
از  جنگل زدایی  و  گیاهی  پوشش  تخریب  غیراصولی،  جاده سازی  است.  شده  ثبت 
Imaizumi and Sidle, 2012;( هستند  ناپایداری های دامنه ای  این  مهم  علل   جمله 

.)Yousefi et al., 2016; Chen et al., 2017b

بارندگی شدید، حرکات توده ای فاجعه باری در       در فروردین 1374، طی یک 
روستای آبیکار استان چهارمحال  و بختیاری رخ داد و 52 نفر در زیر خروارها سنگ 

.)a - 11 و خاک حاصل از زمین لغزش دفن وکشته شدند )شکل
زمین های   ،)b-11 )شکل  اصلی  جاده های  از  توجهی  قابل  تعداد  سالانه       
حرکات  وقوع  دلیل  به   )d  -11 )شکل  خانه ها  و   )c-  11 )شکل  کشاورزی 
یک  فرموله سازی  بنابراین،  می شوند.  تخریب  مطالعه  مورد  منطقه  در  توده ای 
به  می تواند  توده ای  حرکات  به  حساسیت  نقشه  تهیه  برای  قبول  قابل  مدل 
در  نماید.  جلوگیری  آسیب ها  از  و  کرده  کمک  انسان ها  زندگی  از  حفاظت 
 )RF و   BRT ،MARS ،MDA( ماشین  یادگیری  مدل  چهار  از  پژوهش  این 

بختیاری  و  چهارمحال  استان  در  توده ای  حرکات  به  حساسیت  پیش بینی  برای 
نقشه  این  تولید  برای  مدل  دقیق ترین   RF که  می دهد  نشان  نتایج  شد.  استفاده 
پایدارترین  از  به عنوان یکی   BRT پیشین، مدل  از مطالعات  مهم است. در برخی 
و  طبقه بندی  )درخت   CART مدل های  با  مقایسه  در  قبول  قابل  نتایج  با  مدل ها 
و  تعمیم یافته(  خطی  )مدل   GLM شواهدی(،  باور  )تابع   EBF رگرسیون(، 
 Rahmati et al., 2016; Vilar et al., 2016;( شد  معرفی  و  تعیین   RF  مدل های 

.)Amiri et al., 2019; Ghanbarian et al., 2019

     نقیبی و پورقاسمی )Naghibi and pourghasemi, 2015( نشان دادند که برخی 
برای  RF عملکرد گسترده ای  و   CART ،BRT مانند  ماشین  یادگیری  از روش های 
پیش بینی آب های زیرزمینی دارند. از مدل های BRT ،RF و GAM )مدل افزودنی 
شد  استفاده  مراتع  در  احتمالی  آتش سوزی های  مکان  پیش بینی  برای  تعمیم یافته( 
 Achour and pourghasemi, 2019; Amiri et al., 2019; Avand et al., 2019;(

         .)Nabiollahi et al., 2019

شکل 11- نمونه هایی از خسارات ناشی از حرکات توده ای در استان چهارمحال و بختیاری. a( دفن روستای آبیکار با 52 کشته؛ b( ویرانی جاده در منطقه صمصامی؛ c( خسارت به زمین های 
باغی در اثر ریزش سنگ؛ d( تخریب منازل مسکونی روستایی در اثر ریزش سنگ و واریزه.

Figure 11. Samples of scathes by landslide events in the Chaharmahal and Bakhtiari province; a) buried the Abikar village with 52 killed people; b) 

Road destruction in the Samsami region; c) Damages in orchard lands by rock fall and d) Destroyed hoses by a landslide event.  
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     به طور کلی، برخی از مدل های مبتنی بر درخت های رگرسیون مانند BRT و RF به 
تعداد درخت ها وابسته هستند، به طوری که تنظیم چنین پارامتری می تواند بر کیفیت 
کار مدل تاثیر بگذارد )Shataee et al., 2011(. در این پژوهش همچنین تلاش شد تا 
از تعداد زیادی درخت در مدل ها استفاده شود. برخی از مطالعات روش های متعددی 
را برای پیش بینی حوادث طبیعی از جمله آتش سوزی، زمین لغزش، پراکندگی گونه ها 

.)Hjort and Luoto, 2013( و تغییرات زمین شناسی مورد استفاده قرار می دهند
را  طبیعی  مخاطرات  از  دقیق تری  پیش بینی   BRT مدل  موارد،  برخی  در        
 Elith et al., 2008; Shataee et al., 2011;( می دهد  ارائه   RF مدل  به   نسبت 
Pourtaghi et al., 2016( در حالی که در مطالعات دیگر مدل RF بهترین مدل معرفی 

.)Vorpahl et al., 2012; Korup and Stolle, 2014( شده است
   مطالعه دیگری همچنین ثابت کرد که مدل های RF و SVM بهترین مدل ها برای 
پیش بینی فرسایش یک منطقه هستند )Pourghasemi et al., 2017(. پیش از به دست 
آوردن پاسخ قطعی برای انتخاب بهترین مدل در زمینه های مختلف، کار بیشتری در 
مورد مقایسه مدل ها مورد نیاز است. صحت مدل RF در مطالعات مختلف به ویژه در 
 Lee and Pradhan, 2007;( مدل سازی حساسیت زمین لغزش به اثبات رسیده است 
Gokcceglu, 2010; Pourghasemi et al., 2013; Jebur et al., 2014; 

Pradhan et al., 2014; Amiri et al., 2019(. از سوی دیگر، برخی از مطالعات اخیر 

از مدل RF در زمینه پراکنش گیاهان استفاده کرده و نتایج بسیار خوبی را نشان داده 
 MDA از مزایای مدل  است )Pouteau et al., 2012; Boogar et al., 2019(. یکی 
این است که از داده  های مستقل برای مدل سازی استفاده می کند و در نتیجه آن را به 
یک پیش بینی کننده خوب تبدیل می کند )Morris and Nicholas, 2016(. در تحقیق 
حاضر مدل MDA رتبه اول را در بین مدل های دیگر به دست نیاورد، اما پیش بینی 
نسبتاً خوبی ارائه داد به طوری که می توان از نقشه حساسیت تولیدشده برپایه این مدل 
برای شناسایی توزیع حرکات توده ای در منطقه مورد مطالعه استفاده کرد. همچنین، 
به دلیل دقت بالای آن، نتایج را می توان به راحتی تفسیرکرد. بر این اساس از نظر 

  .)Schmid et al., 2009( آماری در مقایسه با مدلهای دیگر عملکرد خوبی دارد
طبقه بندی  وابسته،  عامل  بر  تاثیر  نظر  از  متغیرها  بهینه ترین   ،MARS مدل  در       
Ozdemir and Altural, 2013;( می شود  اجرا  مدل  اساس  این  بر  و   شده 

شود  قضاوت  احتیاط  با  باید   MARS مدل  حال،  این  با   .)Gutierrez et al., 2014 

 GLM در یک مطالعه بر روی زمین لغزش، از چهار مدل .)Gutierrez et al., 2014(
استفاده  شده(  اصلاح  تحلیلی  مراتبی  سلسله  )فرایند   M-AHP و   GAM ،MARS

 .)Pourtaghi et al., 2015( است  داشته  بسیار خوبی  MARS عملکرد   شد که مدل 
ذبیحی و همکاران )Zabihi et al., 2019( یکی از مزایای اصلی مدل MARS را امکان 
مقایسه آسان نتایج آن با مدل های ANN )شبکه های عصبی مصنوعی( دانستند. در 
  LASSO از  MARS در رتبه سوم قرارگرفت. در تحقیق جاری  مطالعه حاضر مدل 
برای تعیین مهم ترین عامل موثر بر حرکات توده ای استفاده شده است. در بسیاری 
است  شده  استفاده  مطلوب  نتایج  با  عوامل  مقایسه  برای   LASSO از  مطالعات،   از 
 Ruppert, 2004; Reineking and Schröder, 2006; Lee et al., 2015;( 
Kalantar et al., 2019(. طبق الگوریتم LASSO، ارتفاع و شیب بیشترین تاثیر را بر 

وقوع حرکات توده ای داشته اند. افزون بر این، فاصله از جاده ها و فاصله از گسل ها 
در اولویت بعدی قرار می گیرند.

     انواع مختلف حرکات توده ای، سازوکارهای متفاوتی دارند و شناسایی عوامل 
موثر بر هر یک از آنها بسیار پیچیده است. ریزش سنگ در بیشتر موارد به دلیل زلزله 
و نیروی جاذبه رخ داده است )Hungr et al., 1999; Rahmati et al., 2019b(، در 
افتاده اند  اتفاق  شیب  ناپایداری  بارندگی شدیدو  هنگام  در  زمین لغزش ها  که  حالی 
از  بیش  رطوبت  دلیل  به  واریزه  دیگر، جریان  از سوی   .)Prakasam et al., 2020(
در   .)Tiranti and Cremonini, 2019(.می دهد رخ  فوقانی خاک  لایه های  در  حد 
پژوهش حاضر سعی شده است مجموعه ای جامع از عوامل کنترل کننده فرایند تهیه 

نقشه حرکات توده ای در نظر گرفته شود و عدم قطعیت فرایند مدل سازی کاهش 
از  تقسیم می شوند که عبارتند  به دو دسته اصلی  توده ای  علل حرکات  یابد. عموماً 
با توجه   .)Popescu, 1994( یا محرک یا مقدماتی و علل ماشه ای  عوامل زمینه ساز 
به شکل 6 و 7، ارتفاع، شیب، فاصله از گسل، کاربری زمین و سنگ شناسی عوامل 
اصلی زمینه ساز یا مقدماتی حرکات توده ای هستند. به همین ترتیب فاصله از جاده، 
تراکم زهکشی وفاصله از رودخانه از جمله عوامل ماشه ای یا محرک اصلی به شمار 
با توجه  می آیند )Korup and Stolle, 2014; Suresh et al., 2019(. افزون بر این، 
بارندگی  به ویژه  بارندگی  محرک  نقش  و  بارندگی  میزان  و  ارتفاع  بین  ارتباط  به 
 .)Krishnakumar et al., 2009; Rahmani et al., 2011( شدید در شروع ناپایداری
این  بر  و  داشت  ارتفاع وجود  و  بارندگی  بین  قوی  همبستگی  نیز  مطالعه حاضر  در 
اساس لایه بارش به عنوان یک عامل شرطی از فرایند مدل سازی حذف شد. ارتفاع 
نیز در نظر گرفت. یکی از نکات مهم این است که  را می توان یک عامل ماشه ای 
علیرغم نقش مهم سنگ شناسی در زمینه سازی حرکات توده ای، نتیجه مطالعه حاضر، 
اهمیت کمی برای این عامل نشان داده است. دلیل این امر، یکنواختی نسبی سازندهای 
زمین شناسی است به گونه ای که بخش عمده ای از سطح استان را سنگ های رسوبی 

کربناته به ویژه سنگ آهک پوشانده است. 
توزیع  در  نمی توانند  سنگ شناسی  تفاوت های  منطقه  این  در  اساس،  این  بر       
پهنه  در   .)Bednarik et al., 2010( کنند  ایفا  قوی  نقش  توده ای  حرکات  مکانی 
نیز  جاده  احداث  جهت  دامنه ها  دارد.  مهمی  نقش  شیب  زاگرس،  زمین ساختی 
سنگ های  داخلی  اصطکاک  زاویه  از  بیش  مقادیری  تا  دامنه ها  شیب  افزایش  با 
برخوردار  عمده ای  اهمیت  از  دامنه ای  ناپایداری های  بروز  در  دامنه،   تشکیل دهنده 
جاده ها  تراکم  مطالعه،  مورد  منطقه  باختر  شمال  در   .)Barber et al., 2014( است 
بیشتر است و بر اساس نقشه ها ی تهیه شده )MMSM(، آن منطقه در رده خطر بالا 
وقوع  در  مهمی  نقش  می تواند  زلزله  و  گسل  فعالیت  است.  شده  واقع  بالا  بسیار  و 
ناپایداری دامنه داشته باشد و فاصله  تا گسل نیز نقش مهمی در وقوع حرکات توده ای 
فاصله   .)Ozdemir and Hong et al., 2015; Moayedi et al., 2019( ایفا می کند 
بر اساس لایه های  نیز مبین نقش  لرزه خیزی در حرکات توده ای است.  از گسل ها 
شمال  از  گسل ها  از  مجموعه ای   توسط  مطالعه  مورد  منطقه  گسل،  و  زمین شناسی 
توده ای  حرکات  خطر  عبارتی،  به  است.  شده  قطع  خاوری  جنوب  سمت  به  باختر 
نیز از الگوی مکانی گسل ها و امتداد نوار کوهستانی پیروی می کند. افزایش تراکم 
زهکشی و نفوذ آب به دامنه ها، وقوع حرکات توده ای به ویژه زمین لغزش و جریان 
به   .)Shi and Jin, 2009; Ahmed  and Dewan, 2017( افزایش می دهد واریزه را 

همین دلیل تراکم زهکشی نقش مهمی در وقوع حرکات توده ای دارد.

5- نتیجه گیری
خطرات  مستعد  منطقه ای  زاگرس،  رشته کوه های  در  بختیاری  و  چهارمحال  استان 
 BRT ،MARS( طبیعی است. مطالعه حاضر دقت چهار مدل عمومی یادگیری ماشین
RF( را برای تهیه نقشه حساسیت پذیری  به حرکات توده ای یک منطقه  MDA، و 

 AUC مقادیر  که  می دهد  نشان  نتایج  است.  داده  قرار  بررسی  مورد  را  کوهستانی 
 برای اعتبارسنجی نقشه های تولیدشده حساسیت به حرکات توده ای برای مدل های

RF ،MARS ،MDA و BRT به ترتیب 0/888، 0/821، 0/817 و 0/747 است. افزون 

بر این، نتایج نشان می دهد که هر چهار مدل دارای یک الگوی کلی جهت تهیه نقشه 
حساسیت پذیری به خطر هستند اما در جزییات متفاوت هستند.

     بخش های مرکزی و باختری منطقه مورد مطالعه که کوهستانی تر هستند، پتانسیل 
بیشتری برای خطر حرکات توده ای دارند. بر اساس دقیق ترین مدل )RF(، به ترتیب 
38 و 30 درصد از منطقه مورد مطالعه در کلاس های خطر کم و متوسط حساسیت 
حرکات توده ای قرار دارند. مناطق امن بیشتر در بخش های خاوری و جنوبی استان 
واقع می باشند. انواع مختلف حرکات توده ای )زمین لغزش، جریان واریزه و ریزش 
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و  زندگی  برای  آنها   همه  اما  هستند  متفاوت  وقوع  سازوکار  نظر  از  سنگ( 
گرفتن  نظر  در  با  حاضر،  پژوهش  در  می روند.  به شمار  تهدید  انسان  فعالیت های 
مدلی  است  شده  سعی  توده ای،  حرکات  انواع  در  مهم  عوامل  از  وسیعی  طیف 
دقیق برای رسم نقشه خطر این سه نوع حرکت توده ای به صورت توام و تلفیقی 

ماشین  یادگیری  مدل های  که  می دهد  نشان  پژوهش  این  یافته های  شود.  ارائه 
با  هستند.  کوهستانی  مناطق  در  توده ای  حرکات  نقشه  تهیه  به  قادر  بالقوه  به طور 
شرطی  عوامل  و  دقیق  مشاهدات  اساس  بر  ارزیابی  به  نیاز  مدل ها  این  حال،  این 

دارند.
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